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Resumen

En estedocumento, sepresenta los resultadosdel traba jo con tres
algoritmos cl�asicosde extracci�on y selecci�on de caracter��sticas utiliza-
dos para problemasde reconocimientode caras:Principal Component
Analysis (PCA), Independent Component Analysis (ICA) y Linear Dis-
criminant Analysis (LDA). Se eval�uan estosalgoritmos aplicados a la
basede carascreadapor nuestro grupo de Proyecto de Fin de Carrera,
la IIE Database. Se compara la performance entre estos algoritmos
en la identi�caci�on de personasenroladasen la base.

1. In tro ducci�on

Se aborda en este traba jo �nal de Reconocimiento de Patrones el
problemadela identi�caci�on decaras.En lossistemasde identi�caci�on,
la identidad es desconocida y por tanto el algorimto deber�a descifrar
la identidad correspondiente siempreque la imagen contenga una cara
(problema de la localizaci�on) y que la eventual personahaya sido pre-
viamente enrolada a la base(problema de entrenamiento).

En identi�caci�on de caras, como en la mayor��a de los problemas
de procesamiento de im�agenes,son extra��das ciertas caracter��sticas de
cada imagenantes de serclasi�cadas. Sebuscaseleccionaraquellasca-
racter��sticas relevantes para poder discriminar de modo de no traba jar
con la imagen original. El traba jo con la imagen cruda presenta prin-
cipalmente dos problemas:alta variabilidad inclusive para una misma
persona y muy alta dimensionalidad. Sin embargo, uno no conoce a
priori cu�ales son esascaracter��sticas relevantes y discriminantes. De
esteproblema surgendiversassolucionesposibles,cada una inspirada
en ideas m�as o menos intuitiv as acercade c�omo obtener estascarac-
ter��sticas.

En estetraba jo nosenfocamosen tres algoritmos bien conocidosen
el mundo de reconocimiento e identi�caci�on de caras:PCA, ICA y LDA,
todos ellos algoritmos de proyecci�on en subespaciosde menor dimen-
si�on que a trav�esde argumentos estad��sticos obtienen representaciones
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de baja dimensionalidad que permiten pasar a la siguiente etapa en el
procesamiento, la clasi�caci�on de las im�agenes.

Seestudiaentoncesla performancede losalgoritmos declasi�caci�on
utilizando el algoritmo de k-NN, con la norma euclideana.Seobserva
en la bibliograf��a estudiossimilares para otras normas como la norma
de Mahalanobis o la norma del Coseno.

2. Background de los Algoritmos

2.1. Prepro cesamiento y Normalizaci� on de la IIE
Database

Se utiliz�o dos herramientas que permitieron normalizar la galer��a
de im�agenes.Por un lado aplicamosla herramienta de preprocesamien-
to y normalizaci�on del paqueteCSU[5]. Este paqueteesun sistemade
evaluaci�on de algoritmos de identi�caci�on de caras que traba ja sobre
la FERETDatabase[6]. Por otro lado, para poder ingresar las im�agenes
al sistema de preprocesamiento se realiz�o extracci�on semiautom�atica
de las coordenadasde los ojos, dado que esto es un requerimiento de
la herramienta CSU. Esta extracci�on de coordenadasserealiz�o primero
aplicando el algoritmo de detecci�on de caras esCARAbajo[7] y luego
corrigiendo manualmente las coordenadasde los ojos.

Sint�eticamente los pasosfueron los siguientes:

Detecci�on semiautom�atica de coordenadasde los ojos.
Conversi�on de entero a 
otan te: lleva los 256 nivelesen susequi-
valentesde punto 
otan te.
Normalizaci�on geom�etrica: alinea las coordenadasde los ojos es-
peci�cadas.
Enmascaramiento: recorta la imagenusandouna m�ascarael��ptica
y los bordesde la imagendemodo tal queseavisible la caradesde
la frente al ment�on.
Ecualizaci�on de histograma: aplicado a la parte queno fue enma-
sacarada.
Normalizaci�on de p��xeles: escala los valores de los p��xeles para
obtener una media de ceroy una varianza unitaria de estosvalo-
res.

Los �ultimos cinco pasos corresponden a la ejecuci�on de csuPre-
processNormalize del sistema CSU. Luego de este preprocesamiento,
obtuvimos la base normalizada pronta para utilizar como galer��a de
im�agenesde nuestro traba jo.

2.2. Principal Comp onents Analysis: PCA

PCAes una t�ecnica tradicional de proyecci�on sobre un subespacio
para reconocimiento de caras,esprobablemente la m�as utilizada tam-
bi�en. Se tiene un set de im�agenesde entrenamiento I . Como primer
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pasosecomputa la imagen promedio de I y se le resta a cada una de
las im�agenesde entrenamiento, obteniendo el set de datos:

i 1; i 2; :::; i n 2 I � �I (1)

Luegosecomponeuna matriz X tal que cadacolumna esuna ima-
gen de muestra. X X T es la matriz de covarianza de las muestras de
entrenamiento y lascomponentesprincipalesde la matriz decovarianza
secomputan resolviendo

RT (X X T )R = � (2)

donde � es la matriz diagonal de valores propios y R es la matriz
de vectorespropios ortonormales.

Se puede ver geom�etricamente que R es una matriz de cambio de
baseque rota los antiguos ejesa los ejespropios, donde el vector pro-
pio con valor propio m�as grande secorresponde con el eje de m�axima
varianza, el asociado con el segundom�as grande secorrespondecon la
segundamayor varianza y es ortogonal con el anterior y as�� sucesiva-
mente.

Finalmente, nos quedamoscon los n vectores propios de mayor
valor propio asociado. El par�ametro de compresi�on en estecasoespre-
cisamente n dado que indica la dimensi�on del vector de caracter��sticas
que va a representar a la imagenoriginal. Cada coe�ciente de la repre-
sentaci�on de la imagen seobtiene proyect�andola sobrecada uno de los
vectoresde la basePCA.

2.3. Indep endent Comp onents Analysis: ICA

ICA es una herramienta de an�alisis cuyo objetivo es descomponer
una se~nal observada (imagen de una cara) en una combinaci�on lineal
de fuentes independientes. Surge de la t�ecnica conocida por su sigla
BSS, o Blind Sepparation Source,que intenta obtener las fuentes inde-
pendientes a partir de combinacionesde las mismas.

Mientras que PCAdecorrelacionalas se~nales de entrada utilizando
estad��sticos de segundoorden (minimizando el error cuadr�atico medio
de proyecci�on, i.e.: KLT), ICA minimiza mayores�ordenesde dependen-
cia.

El n�umero de observacionesN (1 � i � N ) debe ser mayor o igual
al n�umero de fuentes originales M (1 � j � M ). En general se utiliza
N = M . Asumiendo que cada X j es una combinaci�on desconocida y
diferente de los \v ectoresfuentes" originales, ICA expandecada se~nal
X j en una suma ponderadade vectoresfuente. Encontramos aqu�� una
fuerte similitud con PCA.
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SeaS la matriz de se~nales independientes y X la matriz de obser-
vaci�on. Si A es la matriz de combinaci�on desconocida, el modelo de
combinaci�on sepuedeescribir como:

X = A:S (3)

Asumiendo que las se~nales fuente son independientes unas de las
otras y que la matriz A es invertible, el algoritmo ICA tratar�a de en-
contrar la matriz de separaci�on W , tal que:

U = W:X = W:A:S (4)

donde U : estimaci�on de las componentes independientes.

Figura 1: EsquemaBlind SourceSeparation

La �gura 1 muestra un esquemade lo anterior.

La esenciade los algoritmos que implementan ICA es la b�usqueda
de la matriz W seg�un cierto m�etodo iterativ o de optimizaci�on. Para
una matriz U vista comoarreglo de vectores,los vectoressonestad��sti-
camente independientes cuando

f U (U) =
Y

i

f U i (Ui ) (5)

En esta implementaci�on de ICA utilizamos el algoritmo FastICA[3],
probablemente uno de los algoritmos m�as generales,el cual maximiza:

J (y) ' C[E f G(y)g � E f G(v)g]2 (6)

En donde G : funci�on no cuadr�atica, v : densidadde probabilidad
gaussianay C esuna constante mayor a cero.Sepuededemostrar que
maximizando una funci�on de estascaracter��sticasseobtiene un �optimo
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en el sentido de independenciabuscado.

FastICA esun algoritmo ampliamente explorado en esta �area.Des-
de el punto de vista de la performancede los algoritmos que implemen-
tan ICA seha demostradoemp��ricamente que existen diferenciasmuy
peque~nasy que todosobtienen un �optimo muy similar de componentes
independientes.

En la literatura de esta tem�atica se argumenta que ICA no tiene
venta jas como algoritmo de clasi�caci�on perse[1], [2]. En la pr�actica,
y en nuestro caso,se sueleutilizar PCAcomo preprocesador:seaplica
PCApara proyectar las observacionesen un subespaciode dimensi�on m
(utilizamos m = 100). De esta forma secontrola el n�umero de compo-
nentes o dimensi�on de la baseproducida por ICA.

En este traba jo utilizamos una implementaci�on de ICA cl�asica y
una alternativ a:

En la implementaci�on cl�asicaalimentamos el algoritmo FastICA
con las primeras m componentes de las im�agenesde entrenamien-
to proyectadasen la basePCA. A la salida, el algoritmo nos de-
vuelve la matriz de separaci�on W . Para obtener el representante
de una imagen de prueba entoncesprimero proyectamossobrela
basePCAy obtenemoslos primeros m coe�cientes y luegoproyec-
tamos sobrela matriz entrenada W . Con esterepresentante de la
imagen original esque sealimenta el algoritmo de clasi�caci�on.

En la implementaci�on alternativ a sealimenta el algoritmo FastICA
directamente con los primeros m vectoresde la base PCA. A la
salida se recogela matriz U que est�a compuestaen sus colum-
naspor las coordenadasindependientes de la basePCA. Luego las
im�agenesde prueba seproyectan sobrela matriz U. El vector de
dimensi�on m resultante es lo que se toma como el representante
de las im�agenesoriginales.

2.4. Linear Discriminan t Analysis: LDA

LDAo Linear Discriminant Analysis esuna t�ecnicade aprendizaje
supervisado para clasi�car datos. La idea central de LDAes obtener
una proyecci�on de los datos en un espaciode menor (o incluso igual)
dimensi�on que los datos entrantes, con el �n de que la separabilidadde
las clasesseala mayor posible.Es una t�ecnicasupervisadaya que para
poder buscar esaproyecci�on sedebe entrenar el sistema con patrones
etiquetados. Es importante aclarar que LDAno busca en ning�un mo-
mento minimizar el error de representaci�on cometido, como s�� lo hac��a
PCA.

Existen varias implementaciones de LDA, entre ellas se encuentra
Fisher-LDA [8]. Para explicarlo vamos a considerar la versi�on m�as
simple del problema:
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Encontrar el vector w de proyecci�on, queproyecte los datos
a un espacio uni-dimensional de manera de obtener la ma-
yor separabilidad entre sus clases.

Formalizando, tenemos x1::xn patrones d-dimensionalesetiqueta-
dos en c clases.Cada clasecuenta con Nc patrones. Sebuscaw, para
obtener yi = wT x i proyeccionesuni-dimensionalesde los patrones.

Lo que busca Fisher-LDA es maximizar la siguiente funci�on obje-
tiv o:

J (w) =
wT SB w
wT SW w

(7)

donde SB es la matriz de dispersi�on inter-clase y SW es la matriz
de dispersi�on intra-clase. Siendom�as precisos:

SB =
X

c

Nc(� c � � )( � c � � )T (8)

SW =
X

c

X

i 2 c

(x i � � c)(x i � � c)T (9)

Siendo� c la media de cadaclase,� la media de todos los datos, Nc

la cantidad de patrones de la clasec.

Fisher-LDA busca encontrar el vector w de proyecci�on que maxi-
mice el \co ciente" entre la matriz de dispersi�on inter-clasey la matriz
de dispersi�on intra-clase.

Operando sepuedever que el w que maximiza la funci�on objetivo
debe cumplir:

SB w = �S W w (10)

Si SW esno singular podemosresolver el cl�asicoproblema de valo-
res propios para la matriz S� 1

W SB :

S� 1
W SB w = �w (11)

Si ahora sustituimos la soluci�on en (7) obtenemoslo siguiente:

J (w) =
wT SB w
wT SW w

= � k
wT

k SB wk

wT
k SW wk

= � k con k = 1::d (12)

siendowk vector propio k de valor propio � k .

En consecuencia,para maximizar la soluci�on debemos considerar
el vector propio con mayor valor propio asociado.

Claro est�a que este desarrollo vali�o para el casoen que queremos
proyectar los datos sobreun espaciouni-dimensional. Sepuedever sin
mayor esfuerzo[9] que para el casode querer proyectar sobreun espa-
cio m-dimensional, sedebe resolver el mismo problema y elegir los m

6



vectorespropios con valorespropios asociadosm�as grandes.

En nuestro casoparticular en dondesetraba j�o con im�agenes(datos
de alta dimensi�on) seaplic�o, comoen el casode ICA, una primera etapa
de PCApara reducir la dimensionalidad de los datos. Los datos fueron
reducidosa dimensi�on 100.Cabe acotar que existen formas directas de
aplicar LDA(D-LDA) que no fueron objeto de estudio en esteproyecto.

Al igual queen los casosanteriores, para la clasi�caci�on seutiliz�o el
algoritmo k-nn .

3. Exp erimen tos - Resultados

Para evaluar los algoritmos propuestos,seutiliz�o la IIE Database.
La baseconsta de 24 im�agenespor personay est�a formada por un to-
tal de 49 individuos. Entre las diferentes im�agenes,seencuentran dos
sets obtenidos con una semanade diferencia, im�agenescon diferentes
expresionesy en diferentes condicionesde iluminaci�on.

Realizamostres tip os de experimentos:

- Test I : Entrenamiento: 4 im�agenesdefrente. Evaluaci�on: 2 im�age-
nesde frente (tomadas una semanadespu�es).

- Test I I : Entrenamiento: 2 im�agenesde frente. Evaluaci�on: 2
im�agenesde frente (tomadas en el mismo momento).

- Test I I I : Entrenamiento: 4 im�agenesde frente. Evaluaci�on: 8
im�agenesde varias expresiones,partes oclu��das o problemas de
iluminaci�on.

Luegodeproyectar losdatosenlosdiferentessubespacios,seaplic�o k-nn
con m�etrica euclideana.Se estudi�o la performancedel mismo al apli-
carlo con par�ametro k = 1; 3; 5.

A continuacion mostramosalgunosde los resultadosobtenidos.

Test I Dimensi� on max
k = 1 10 30 50 70 RRmax dim
PCA 71.43% 86.73% 88.78% 88.78% 88.78% 40
ICA 69.39% 86.73% 91.84% 91.84% 91.84% 50
LDA 86.73% 95.92% 95.92% 92.86% 96.94% 39

Test I Dimensi� on max
k = 3 10 30 50 70 RRmax dim
PCA 70.40% 84.69% 86.73% 86.73% 87.75% 42
ICA 68.36% 85.71% 90.81% 91.83% 91.83% 70
LDA 85.71% 95.91% 95.91% 92.85% 97.95% 56

La tabla anterior muestra la performance(RR1) de los algoritmos

1RR: Recognition Rate - Porcenta je de Reconocimiento
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frente al Test I al variar la dimensi�on del subespaciode proyecci�on. La
primer tabla clasi�ca utilizando el algoritmo k-NN con k = 1 (vecino
m�as cercano). La segundautiliza el mismo algoritmo pero con k = 3.
Ambos casosdan resultadosmuy similares. Observando los resultados
vemosque a partir de 40 coe�cientes �estospr�acticamente no var��an.
En ambos casosel algoritmo que mejor sedesempe~na esLDAlogrando
un alt��simo porcenta je de reconocimiento. En la �gura 2 semuestra la
evoluci�on de los algoritmos al considerarmayor n�umero de componen-
tes.
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Figura 2: Evoluci�on del error cometido al clasi�car el Test I en funci�on de
la cantidad de componentes tomados. Clasi�caci�on mediante 1-NN. Test I.

A continuaci�on mostramos los resultados obtenidos al realizar el
Test I I. Vemosque en este caso, los resultados son mejoresque en el
casoanterior. En este Test, todos los algoritmos tienen un muy buen
desempe~no. Cabe acotar que las im�agenesutilizadas para el entrena-
miento y para la validaci�on fueron adquiridas en la misma sesi�on fo-
togr�a�ca.
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Test I I Dimensi� on max
k = 1 10 30 50 70 RRmax dim
PCA 86.73% 94.89% 95.91% 95.91% 96.93% 33
ICA 88.77% 97.95% 97.95% 94.89% 97.95% 29
LDA 78.57% 94.89% 97.95% 93.87% 98.97% 41

Seg�un la literatura existen variantes de los m�etodos explicadosan-
teriormente. Por ejemplo, para el m�etodo PCA, hay autores [5] que
sostienenque las primeras componentes no sirven para diferenciar las
im�agenesde la base.En nuestrocasoimplementamos la clasi�caci�on sin
tomar en cuenta los primeros doscomponentes (PCA2). Respecto a ICA,
seobtuvieron los resultadosmediante el m�etodo original y su variante
(ICA2). En todos estoscasosel algoritmo utilizado fue 1-NN. Para el
algoritmo LDAmostramos los resultados de aplicar la clasi�caci�on k-
NN, con k = 1; 3; 5. En la �gura 3 semuestran algunosresultados.

Test I Dimensi� on Max
M�etodo 30 50 RRmax dim

PCA 86.73% 88.78% 88.78% 40
PCA2 84.69% 90.82% 90.82% 44

ICA 86.73% 91.84% 91.84% 50
ICA2 85.71% 87.75% 87.75% 24

LDA k1 95.92% 95.92% 96.94% 39
LDA k2 95.91% 95.91% 97.95% 56
LDA k3 94.89% 95.91% 97.95% 49

Aplicando los algoritmos al Test I I I - el m�as dif��cil - los resultados
no fueron alentadores como en el resto. La siguiente tabla muestra la
codi�caci�on del tip o de foto en una letra.

m : sonriente
n : sorprendido
o : enojado
p : gui~nada
q : bufanda
r : lentes normales
s : lentes negros
t : iluminaci�on no uniforme

A continuaci�on sepresenta un resumende lo obtenido frente al Test
I I I. Los resultados mostrados corresponden a representaciones de di-
mensi�on 50.
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Figura 3: Resultadosvarios para el Test I. PCA2:PCAquitando los dos pri-
meros componentes para la clasi�aci�on. ICA2: Arquitectura ICA entrenada
directamente mediante la basePCA. LDApara k = 1; 3; 5. En los tests ICA y
PCAseutiliz�o 1-NN para clasi�car.

Test I I I Tip o de Foto
M�etodo m n o p q r s t

PCA 81.6% 67.3% 71.4% 79.5% 28.5% 59.1% 18.3% 20.4%
PCA2 77.5% 61.2% 65.3% 69.3% 28.5% 61.2% 12.2% 20.4%
ICA 73.4% 73.4% 73.4% 73.4% 20.4% 57.1% 24.4% 2.0%
ICA2 81.6% 67.3% 71.4% 79.5% 28.5% 61.2% 18.3% 20.4%
LDA 87.7% 81.6% 83.6% 83.6% 65.3% 81.6% 32.6% 26.5%

Finalmente, en la �gura 4 mostramosun ejemplo de basesde caras
utilizadas para proyectar las im�agenesoriginales en espaciosde menor
dimensi�on.
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Figura 4: Im�agenesgeneradorasde los diferentes subespaciosde dimensi�on
6. En orden descendente: basePCA, ICA, ICA2, LDA.

4. Conclusiones

Se estudi�o la performancede tres algoritmos bien conocidos en el
mundo del Reconocimiento de Caras. Seencontr�o que todos ellos son
fuertemente sensiblesa las im�agenescon las que fueron entrenados.Su
performancebaja signi�cativ amente frente a oclusionesy a problemas
de iluminaci�on.

De manera global podemosconcluir que el algoritmo que obtiene
mejoresresultadosal clasi�car esLDA, el �unico de los algoritmos que se
entrena supervisadamente. En el casode ICA concluimos que mejora
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visiblemente los resultados que PCA, a�un estando lejos de la perfor-
mancede LDA. Vimos que PCAesun buen reductor de dimensi�on (�util
comocompresor),quepor s�� solono logra obtener buenosresultadosde
clasi�caci�on. LDAlogra obtener un buen RR frente a variacionesde ex-
presiones,como puedenser una sonrisao un enojo.Frente a oclusiones
sevio que ninguno de los algoritmos logra una performanceaceptable.
Esto esdebido al caracter hol��stico de los algoritmos implementados.

Respecto a las variantes de los algoritmos utilizados, se concluye
que ICA2 no logra obtener una performancetan buenacomo la de ICA
- cl�asico- obteniendo valoressimilares a los de PCA. En cuanto a PCA2
seobtiene una mejora sensiblefrente a PCAen la mayor��a de los casos.

Seobserv�o que la performancede los algoritmos, no tuvo un cam-
bi�o signi�cativ o al variar el par�ametro k del clasi�cador por vecinom�as
cercano.
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